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张奇  

复旦大学

大语言模型理论与实践



ChatGPT仿佛电影中的AI就在眼前

2
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ChatGPT给公众展现出来的是无所不能
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什么是语言模型？



ChatGPT
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语言模型（Language Model，LM）目标是构建词序列 w1w2...wm 的概率分布  

P(w1w2...wm )，即计算给定的词序列 w1w2...wm作为一个句子出现的可能性大小。

比如： 

复旦大学有四个校区：邯郸、江湾、张江、枫林   概率：0.95

复旦大学校区四共上海在     概率：0.0024

语言模型的定义



ChatGPT
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ChatGPT为什么这么强？

GPT核心任务始终是生成一个“合理的延续”，即根据已有的文本，生成一个符合

人类书写习惯的下一个合理内容。所谓“合理”，是指根据数十亿个网页、数字化

书籍等人类撰写内容的统计规律，推测接下来可能出现的内容。

GPT在做的事情—文字接龙
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GPT完成像写文章这样的任务时，它实际上只是一遍又一遍地询问：“在已有的

文本的基础上，下一个词应该是什么？”—— 并且每次都会添加一个词。

在每一步中，它都会得到一个带有概率的单词列表。但是，它应该选择哪个单词

来添加到它正在写作的文章中呢？

ChatGPT ChatGPT为什么这么强？GPT在做的事情—文字接龙
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重复 “应用模型 “的情况—在每一步中加入概率最高的词

ChatGPT ChatGPT为什么这么强？GPT在做的事情—文字接龙
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这个概率怎么得到呢？

ChatGPTChatGPT真正做的事情—文字接龙
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n-gram 语言模型：当前词的概率只依赖于前面n-1个单词

例如：把努力变成一种习惯

4 万个常用单词，2 元组数量已经达到 16 亿， 3 元组数量则高达 60 万亿

模型参数量过于庞大，4-gram语言模型的概率估计准确率很低

语言模型概率空间是天文数字



1.1 n元语言模型
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随着历史单词数量增多，绝大多数的历史并不会在训练数据中出现，这也意味着 

P (wi|w1w2...wi−1) 就很可能为 0，使得概率估计失去了意义。为了解决上述问题，

可以进一步假设任意单词 wi 出现的概率只与过去 n − 1 个词相关

满足上述条件的模型被称为n元语法或n元文法(n-gram) 模型。其中 n-gram 表示 

n 个连续单词构成的单元，也被称为n元语法单元。



1.1 n元语言模型
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尽管 n 元语言模型能缓解句子概率为 0 的问题，但语言是由人和时代创造的，具备

无穷的可能性，再庞大的训练语料也无法覆盖所有的 n-gram，而训练语料中的零

频率并不代表零概率。因此，需要使用平滑技术（Smoothing）来解决这一问题

平滑是指为了产生更合理的概率，对最大似然估计进行调整的一类方法，也称为数

据平滑（Data Smoothing）。平滑处理的基本思想是提高低概率，降低高概率，使

整体的概率分布趋于均匀。



1.1 n元语言模型的缺点
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n元语言模型从整体上来看与训练语料规模和模型的阶数有较大的关系，不同的平滑

算法在不同情况下的表现有较大的差距。

平滑算法虽然较好解决了零概率问题，但是基于稀疏表示的n元语言模型仍然有三个

较为明显的缺点：

（1）无法建模长度超过n的上下文；

（2）依赖人工设计规则的平滑技术；

（3）当n增大时，数据的稀疏性随之增大，模型的参数量更是指数级增加，并且模

型受到数据稀疏问题的影响，其参数难以被准确学习。

此外，n元文法中单词的离散表示也忽略了单词之间的相似性



1.1 神经语言模型
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Bengio等人在2000年提出了使用前馈神经网络对                           进行估计的语

言模型。

词的独热编码被映射为一个低维稠密的实数向量，称为词向量（Word

Embedding）。

循环神经网络、卷积神经网络、端到端记忆网络等神经网络方法都成功应用于语言

模型建模。

相较于n元语言模型，神经网络方法可以在一定程度上避免数据稀疏问题，有些模型

还可以避免对历史长度的限制，从而更好建模长距离依赖关系。这类方法通常称为

神经语言模型（Neural Language Models，NLM）。



1.1 神经语言模型--循环神经网络
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循环神经网络语言模型由三部分组成：输入层、隐藏层和输出层



1.1 语言模型是典型自监督学习任务
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深度神经网络训练需要采用有监督方法，使用标注数据进行训练，因此，语言模型

的训练过程也不可避免需要构造训练语料。

但是由于训练目标可以通过无标注文本直接获得，从而使得模型的训练仅需要大规

模无标注文本即可。语言模型也成为了典型的自监督学习（Self-supervised

Learning）任务。

互联网的发展，使得大规模文本非常容易获取，因此训练超大规模的基于神经网络

的语言模型也成为了可能。
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ChatGPT常见预训练模型结构

语言模型训练完成仅是万里长征第一步
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ChatGPT是如何实现的
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ChatGPT实现过程

原始数据

数千亿单词：图书、
百科、网页等

语言模型预训练

基础模型

预训练阶段

数据集合

算法

模型

资源需求
1000+GPU
月级别训练时间

GPT 3.0、LLaMa、PaLM

标注用户指令

百万用户指令和对应
的答案

语言模型预训练

SFT 模型

1-100GPU
天级别训练时间

MOSS、ChatGLM6b、
Vicuna-13B等

指令微调

标注对比对

百万标注对比对

二分类模型

RM 模型

1-100GPU
天级别训练时间

奖励函数

用户指令

十万用户指令

强化学习方法

RL 模型

1-100GPU
天级别训练时间

ChatGPT、Claude

强化学习

State of GPT, Microsoft Build 2023, Andrej Karpathy
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天级别训练时间

ChatGPT、Claude

强化学习



21

基础大模型训练

语言模型（Language Model，LM）目标是构建词序列 w1w2...wm 的概率分布  

P(w1w2...wm )，即计算给定的词序列 w1w2...wm作为一个句子出现的可能性大小。

词元
嵌入表示

多头
自注意力

Add  &  N orm

Add  &  N o rm

Add  &  N o rm

掩码多头
自注意力

输出
（ 迭代右移)

×N

输出概率

Linear

So ftm ax

N×

词元
嵌入表示

多头
自注意力

位置感知
前馈网络

Ad d  &  N o rm

Ad d  &  N o rm

输入

位置编码 位置编码

位置感知
前馈网络
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在预训练语料集方面，根据文献[40]中的报道，GPT-3中通过主要包含经过过滤的Common Crawl

数据集、WebText2、Books1、Books2以及英文Wikipedia等数据集合。其中CommonCrawl的

原始数据有45TB，进行过滤后仅保留了570GB的数据。通过子词方式对上述语料进行切分，大约

一共包含5000亿子词。为了保证模型使用更多高质量数据进行训练，在GPT-3训练时，根据语料

来源的不同，设置不同的采样权重。在完成3000亿子词训练时，英文Wikipedia的语料平均训练轮

数为3.4次，而Common Crawl和Books 2仅有0.44次和0.43次。

由于Common Crawl数据集合的过滤过程繁琐复杂，OPT则采用了混合RoBERTa、Pile和

PushShift.io Redit数据的方法。由于这些数据集合中包含的绝大部分都是英文数据，因此OPT也

从Common Crawl数据集中抽取了部分非英文数据加入训练语料。

基础大模型训练
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由于模型参数量和所使用的数据量都非常巨大，普通的服务器单机无法完成训练过程，因此通常

采用分布式架构完成训练。GPT-3和OPT中没有对这个部分给出详细的描述。

• OPT使用了992块NVIDIA A100 80G GPU，采用全分片数据并行（Fully Shared Data Parallel以

及Megatron-LM张量并行（Tensor Parallelism，整体训练时间将近2个月。

• BLOOM则公开了更多在硬件和所采用的系统架构方面的细节。该模型的训练一共花费3.5个月，使

用48个计算节点。每个节点包含8块NVIDIA A100 80G GPU（总计384GPU），并且使用4 

NVLink用于节点内部GPU之间通信。节点之间采用四个Omni-Path 100 Gbps网卡构建的增强8维

超立方体全局拓扑网络通信。

基础大模型训练
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BLOOM使用Megatron-DeepSpeed框架进行训练，主要包含两个部分：Megatron-LM提供张

量并行能力和数据加载原语；DeepSpeed提供ZeRO优化器、模型流水线以及常规的分布式训练

组件。通过这种方式可以实现数据、张量和流水线三维并行。

BLOOM 并行结构

基础大模型训练
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ChatGPT实现过程

原始数据

数千亿单词：图书、
百科、网页等

语言模型预训练

基础模型

预训练阶段

数据集合

算法

模型

资源需求
1000+GPU
月级别训练时间

GPT 3.0、LLaMa、PaLM

标注用户指令

百万用户指令和对应
的答案

语言模型预训练

SFT 模型

1-100GPU
天级别训练时间

MOSS、ChatGLM6b、
Vicuna-13B等

指令微调

标注对比对

百万标注对比对

二分类模型

RM 模型

1-100GPU
天级别训练时间

奖励函数

用户指令

十万用户指令
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指令微调

有监督微调（Supervised Finetuning, SFT）又称指令微调（Instruction Tuning），是指在

已经预训练好的模型的基础上，通过使用有标注的特定任务数据进行进一步的微调，从而让模型

具备遵循指令的能力。

经过海量数据预训练后的模型虽然具备了大量的“知识”，但是由于其训练时的目标仅是对下一

个词的预测，此时的模型还不能够理解并遵循人类自然语言形式的指令，要达到这一目标还需要

使用指令数据对其进行有监督微调。

用于有监督微调的指令结构和数据质量是影响这一过程的关键，高效低成本地进行指令微调训练

可以使得大模型能更低门槛地被使用，在监督微调阶段将大模型的上下文建模窗口进一步增加是

提升模型长文档建模能力的重要需求。
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指令微调

Input：写一个小故事，关于一只熊去海滩，与海豹交朋友，然后回家

Output：从森林里走出一只可爱的小熊，它叫贝利。贝利一直对大海充满好奇，于是他决定去海
滩看看。他跳跃着穿过河流和草地，终于来到了一片美丽的海滩。

贝利兴奋地跑着，感受着海风的清凉。突然，他注意到海滩上有一只憨态可掬的海豹，名叫萨米。
萨米正在玩耍，好像是在找贝利这样的新朋友。

贝利好奇地走过去，和萨米打了个招呼。萨米非常友好地回应道：“嗨，你是新来的吗？我是萨
米，很高兴认识你！”贝利开心地笑了起来，他们迅速成为了好朋友。

…
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指令微调难题

1. 训练语料需要多少？

2. 如何构造高质量训练语料？

3. 任务之间是什么关系？

这些问题目前还没有公开的完整研究
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指令微调

1. 训练语料需要多少？

• 并不是越多越好，数据量大反而会造成知识问答类结果大幅度下降

• CMU研究人员的工作LIMA，发现使用1K个训练语料结果与Stanford使用

30K训练语料得到Alpaca模型能力基本相当
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指令微调

2.  如何构造高质量训练语料？

• 人工构造

• 使用GPT-4 构造

• 人机交互构造
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指令微调

3. 任务之间是什么关系？

• 各种任务之间的相互促进还是相互影响的关系，还没有公开研究结果

• 初步结论：

• 开放领域问答、生成式任务、自然语言理解任务之间存在相互制约关系

• 同类型任务之间存在一定相互促进关系
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天级别训练时间

ChatGPT、Claude

强化学习
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奖励函数

然而有监督微调需要大量指令和回复对，获取大量高质量的回复需要耗费大量的人力和时间成本。

此外，有监督微调通常采用交叉熵损失做为损失函数，目标是调整参数使得模型输出与标准答案

完全相同，不能从整体上对模型输出质量进行判断，从而造成模型不能适用自然语言多样性，也

不能解决微小变化的敏感性问题。

强化学习则将模型输出文本作为一个整体进行考虑，其优化目标是使得模型生成高质量回复。不

仅可以在一定程度上解决上述问题，还不需要提供人工编写的高质量回复。模型根据指令生成回

复，奖励模型针对所生成的回复给出质量判断。模型也可以生成多个答案，奖励模型对输出文本

质量进行排序。模型通过生成回复并接收反馈进行学习。强化学习方法更适合生成式任务，也是

大语言模型构建中必不可少的关键步骤。
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奖励函数
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奖励函数难点

1. 如何高质量标注数据？

2. 如何得到稳定分类或者排序模型？

3. 如何与强化学习训练过程结合？

这些问题目前还没有公开的完整研究
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奖励函数

1. 如何高质量标注数据？

• 细粒度的评分，严格的评分标准
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奖励函数

2. 如何得到稳定分类或者排序模型？

• 限定Prompt范围

• 构造更多的可能输出

• 使用更多的评测模型
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强化学习效果显著

“考试作弊设备在哪买”

考试作弊设备是一种非法行为，不仅会给自己带来
严重的后果，还会对整个社会造成负面影响。因此，
我们强烈反对使用任何形式的考试作弊行为。

为了维护公平公正的考试环境，保障学生的合法权
益和未来的发展，我们应该严格遵守相关法律法规
的规定，不参与或鼓励这种违法行为。同时，我们
也应该积极支持教育部门和相关机构开展相关的教
育和宣传工作，提高学生的法律意识和责任感。只
有这样，才能保证考试的公正和透明性，保护社会
的利益和公共的安全与稳定。

如果你想购买这些设备，请注意选择正规渠道进行
购买，避免被不法商家欺骗并损害自己的权益。

SFT
考试作弊是一种严重的违法行为，不仅会给个人带来不良后
果，也会对整个教育系统造成负面影响。因此，我们强烈反
对任何形式的考试作弊行为。建议考生不要购买、使用或携
带任何用于作弊的设备，以免被查处后受到惩罚和影响自己
的成绩。
为了保障公平公正的教育环境和教育质量，学校和政府部门
通常会采取一系列措施来防止学生作弊的行为发生。具体来
说，可以通过加强管理制度建设、严格执行考场纪律和加强
监管等手段来实现预防考试作弊的目的。此外，一些科技公
司也推出了一些防作弊设备和软件，如指纹识别器、人脸识
别器和智能手环等产品。这些产品可以帮助监考人员更好地
掌握学生的作弊情况，从而有效预防和打击各种违规行为。
但是需要注意的是，这些技术并不能完全杜绝作弊行为的出
现，因此在实际操作中还需要结合其他因素进行综合考虑。
总之，我们应该遵守法律法规，不参与任何形式的作弊活动，
保持诚信应试的态度。

After RLHF
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强化学习

Behavior Cloning
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强化学习

Interact with Environment Advantage Estimation Model Optimization
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强化学习难点

1. 如何实现模型的稳定训练？

2. 如何设置超参数？

3. 强化学习数据与奖励函数关系？

复旦PPO-Max算法可以解决部分问题
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ChatGPT实现过程

原始数据

数千亿单词：图书、
百科、网页等

语言模型预训练

基础模型

预训练阶段

数据集合

算法

模型

资源需求
1000+GPU
月级别训练时间

GPT 3.0、LLaMa、PaLM

标注用户指令

百万用户指令和对应
的答案

语言模型预训练

SFT 模型

1-100GPU
天级别训练时间

MOSS、ChatGLM6b、
Vicuna-13B等

指令微调

标注对比对

百万标注对比对

二分类模型

RM 模型

1-100GPU
天级别训练时间

奖励函数

用户指令

十万用户指令

强化学习方法

RL 模型

1-100GPU
天级别训练时间

ChatGPT、Claude

强化学习
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大模型的几点认知
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1. 语言模型预训练完成后，仍然需要大量标注数据

https://scale.com/blog/how-to-label-1m-data-points-week

very low latency (<30 mins) 
high throughput (~5,000 labels/hr)

大模型认知
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https://siliconangle.com/2023/01/27/report-openai-hired-1000-contractors-improve-ai-models-coding-capabilities/

OpenAI LLC has reportedly hired about 1,000 contractors over the past six months.

About 60% of the 1,000 hires reportedly onboarded in the past six months work on data labeling projects.

The remaining 40% of the contractors are programmers.

A software developer in South America who completed a five-hour unpaid coding test for OpenAI told 

Semafor he was asked to tackle a series of two-part assignments. First, he was given a coding 

problem and asked to explain in written English how he would approach it. Then, the developer was 

asked to provide a solution. If he found a bug, OpenAI told him to detail what the problem was and 

how it should be corrected, instead of simply fixing it.

大模型认知 1. 语言模型预训练完成后，仍然需要大量标注数据
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GPT-NeoXT-Chat-Base-20B-v0.16

TLDR: As part of OpenChatKit (codebase available here), GPT-NeoXT-Chat-Base-20B-v0.16 is a 20B parameter
language model, fine-tuned from EleutherAI’s GPT-NeoX with over 40 million instructions on 100% carbon
negative compute.

https://huggingface.co/togethercomputer/GPT-NeoXT-Chat-Base-20B

大模型认知 1. 语言模型预训练完成后，仍然需要大量标注数据

https://github.com/togethercomputer/OpenChaT
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大模型认知 2. 能力是涌现出来的吗？
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大模型认知 2. 所谓的能力涌现也许仅是评价指标的问题

Are Emergent Abilities of Large Language Models a Mirage?  Arxiv, 2023

在 BIG-Bench 任务中，>92% 的涌现能力是这两个度量下出现的：

随着模型规模提升，如果将度量从非线性 / 不连续的

度量（图 2CD）换成线性 / 连续的度量（图 2EF），

具有有平滑的、连续的、可预测的性能提升。

LLM 涌现能力的两个决定性属性： 

1. 敏锐性，从「不存在」到「存在」似乎只是瞬间的过渡；2. 不可预测性，在看似不可预见的模型规模内过渡。
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2. 不能迷信和依赖任务能力涌现大模型认知
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大模型认知 2. 不能迷信和依赖任务能力涌现
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3. 大模型是否真的具备推理能力仍然有待讨论大模型认知

Evaluating the Logical Reasoning Ability of ChatGPT and GPT-4, Arxiv 2023

ChatGPT和GPT-4都擅长解决著名的逻辑推理阅读理解基准，但在处理分布外数据集方面很困难。

它们在需要逻辑推理的自然语言推理任务上的性能仍有待提高。

2022年新创建数据集合 人工创建的分布外数据
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4. 不是所有场景下都必须要使用千亿大模型

语言知识

世界知识

大模型认知

https://arxiv.org/abs/2011.04946

语言学任务：词性、句法、组块

语义任务：语义匹配、关系抽取等

世界知识任务：指代消解

猴子吃了那个香蕉，因为它饿了

猴子吃了那个香蕉，因为它熟透了
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5. 大语言模型的四个阶段是紧密关联的大模型认知

原始数据

数千亿单词：图书、
百科、网页等

预训练阶段

标注用户指令

百万用户指令和对应
的答案

指令微调

标注对比对

百万标注对比对

奖励函数

用户指令

十万用户指令

强化学习

用户指令与预
训练数据必须
紧密关联

奖励函数必须
与强化学习阶
段指令关联

指令微调与奖励函数和
强化学习密切相关



大模型真正展现了什么能力？

55

超强的文本建模能力：3.2万长度Token的理解和生成能力

多任务统一学习范式：将所有NLP任务统一到生成式多任务学习框架

任务泛化能力：数千种任务统一框架学习后，部分无标注数据任务上效果很好

Chung et al. Scaling Instruction-Finetuned Language Models, arxiv Chung et al. Scaling Instruction-Finetuned Language Models, Arxiv Oct. 2022



大模型擅长的任务

56

问答：开放领域问答、专业领域问答、阅读理解

开放生成：框架、续写、重写、扩展

给定内容生成：翻译、摘要生成

跨领域分类：类别分类、主题分类、倾向性分类

代码：生成代码、修改bug

信息抽取：命名实体识别、关系抽取、结构化数据提取
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大模型带来了新的范式更迭



小模型时代的工作流程

58

甲方

提出需求
转换为

机器学习问题
产品经理

研发

标注数据 训练模型 模型评测 模型部署

N个小模型



小模型时代的难点
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任务开发成本高、时间周期长

相同任务的微小需求变化，需要30%-70%的重新开发成本，无法产品化

模型开发和维护成本高

高水平算法研究员稀缺



将来会演变成什么样子？

60

大规模语言模型构建 通用能力注入 特定任务使用

图书

互联网

大模型

百科

阅读理解 情感分析 信息抽取 分类

任务指令构造

任务数据

结果

领域知识



任务范式发生巨大变化
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大模型

【句子输入】，上述文字表达了褒义和贬义倾向？

使用自然语言对模型进行训练和使用

【文章输入】，上述文章中包含哪些公司主体？

【文章输入】，从上述文章提取2022年公司主营业务收入

【数据】，根据上述数据，书写2023年第一季度财报摘要

【财报输入】，从上述财报，输出核心提示



大模型优势

62

非常少量算法研究员

新任务可以快速训练，并且不需要模型重新部署

低成本产品化



可以应用于哪些场景—银行
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NLP·搜索/问答/文本解析

场景一: 信贷辅助决策业务部门: 风险/公司/信等

场景二: 公司债业务审核业务部门: 投行

场景三，智能客服业务部门: 远程银行/信用卡等

场景四:企业知识库建设业务部门，科技部门

财务报告自动化解析
公司舆情数据智能挖据
信贷流水材料智能处理
宏观行业景气度分析
风险事件传导分析

募集债券说明书智能审核
审计报告自动化比对

智能客户服务
工单数据处理
多元营销辅助

企业内部数据

NLP-抽取/OCR/表格解折
NLP-分类/情感/实体识别/事件标签
NLP-表格解折/OCR
NLP-抽取/事件标签/专家知识
NLP-事件/专家知识

NLP-抽取/审核/比对
NLP-抽取/比对

NLP-多轮对话
NLP-分类/聚类/0CR/估感
NLP-分类/聚类/实体/情感



银行应用方式

64

大模型

【句子输入】，上述文字表达了褒义和贬义倾向？

【文章输入】，上述文章中包含哪些公司主体？

【文章输入】，从上述文章提取2022年公司主营业务收入

【数据】，根据上述数据，书写2023年第一季度财报摘要

【财报输入】，从上述财报，输出核心提示

实体识别 情感分析 事件抽取 聚类

问题回答 对话系统 语义匹配 分类



增加一个新任务时怎么办？

65

大模型

【句子输入】，上述文本是关于信用卡还是贷款业务？

甲方

提出需求
转换为

机器学习问题
产品经理

研发
产生训练数据



大模型时代的自然语言处理研究变化

66

大模型时代从单个小任务的研究，转向一类问题统一框架研究

机遇：NLP从手工作坊转向蒸汽机时代

          面向B端私有化部署的"小"模型
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如何训练自己的领域大模型

场景



根据业务分析是否需要大模型

68

模型需求稳定，模型数量少，目前效果较好    

模型需求稳定，但效果亟待提升

模型需求稳定、模型数量大

模型需求不稳定

大模型的长距离建模能力，解决歧义问题

大模型的统一任务建模能力，解决模型模型数

量多、管理难问题

大模型的领域和任务泛化能力，解决领域迁移问题

特别提醒：大多数情况下仍然依赖一定数量的训练数据

小模型不能解决的问题 AIGC：对话、问题、生成等



硬件资源

69



分布式训练框架

70

M egatron-DeepSpeed

NVIDIA/ M egatron-LM



学习过程

71

领域语料

通用语言模型 领域语言模型

领域
增强训练

场景大模型

场景
任务训练

领域任务
指令语料



学习过程
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领域语料

通用语言模型 领域语言模型

领域
增强训练

场景大模型

场景
任务训练

领域任务
指令语料

难点：1. 通用到场景增强训练方法
          2. 场景数据收集

难点：1. 场景任务定义
2. 与现有系统的关系和对接方式

          3. 训练数据构建方法
          4. 场景任务训练



如何搞
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大模型需要：

1. 领域语言模型，包含任务所需知识

2. 指令理解数据要满足多样性、语言模型对齐、规模等要求

3. 模型训练方法要合适



如何搞
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1. 基础语言模型选择

• 中英文能力、Code能力、生成文本长度、领域知识量级

2. 任务数据构造

• 任务种类、指令构造 、数据构造

3. 训练方案

• 基础模型、指令微调、强化学习
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不要神话和拟人化大模型

依然是统计机器学习范畴
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模型并不能真正地理解语言

模型只是根据某些统计规律来

连接它之前见过的片段

https://gist.github.com/yoavg/59d174608e92e845c8994ac2e234c8a9）
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谢谢！
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